5 | UNIVERSIDAD NACIONAL
DE ASUNCION

FACULTAD DE esumen Técnico
INGENIERIA esumen’®

Un enfoque de Inteligencia Artificial para la prediccion de farmacos antivirales para el
COVID-19

Rafael Ali Adorno Alvarez', Dr. Diego H. Stalder?, Dr. Diego Galeano?

"Alumno, Facultad de Ingenieria. Universidad Nacional de Asuncién. San Lorenzo, Paraguay - rafaliaa8@gmail.com
2QOrientador, Facultad de Ingenieria. Universidad Nacional de Asuncién. San Lorenzo, Paraguay

Palabras clave: Resumen

Enfermedades infecciosas emergentes como el COVID-19, causa-

do por el virus SARS-CoV-2, requieren de estrategias sistematicas

» Reposicionamiento de Farmacos  que ayuden al descubrimiento de curas y tratamientos. El reposi-

» Descomposicién Matricial cionamiento de farmacos, el proceso de busqueda de nuevas indi-

= GcNMF caciones terapéuticas para los farmacos comercializados, es una
alternativa prometedora al desarrollo de nuevos fa&rmacos, con me-
nores costos y tiempos de desarrollo mas cortos. En este estudio
propongo un sistema de recomendacion llamado geometric con-
fidence non-negative matrix factorization (GcNMF) para asistir en
el reposicionamiento de farmacos antivirales de amplio espectro.
GcNMF modela la estructura no-euclidiana de los farmacos me-
diante el uso de grafos y produce una lista priorizada de farma-
cos para virus especificos. Mis experimentos revelan que GcNMF
posee un rendimiento de predicciéon superior a otros métodos de
descomposicion matricial. Esto sugiere que GcNMF podria asis-
tir a expertos farmacélogos en la busqueda de farmacos eficaces
contra el COVID-19 especificamente y mas en general contra en-
fermedades virales.

= Sistemas de Recomendacién

Keywords Abstract
Emerging infectious diseases such as COVID-19, caused by the
SARS-CoV-2 virus, require systematic strategies to assist in the

Recommender Systems

» Drug Repositioning discovery of effective treatments. Drug repositioning, the process
= Matrix Decomposition of finding new therapeutic indications for commercialized drugs, is
= GecNMF a promising alternative to the development of new drugs, with lower

costs and shorter development times. In this paper, we propose a
recommendation system called geometric confidence non-negative
matrix factorization (GENMF) to assist in the repositioning of 126
broad spectrum antiviral drugs for 80 viruses, including SARS-CoV-
2. GeNMF models the non-Euclidean structure of the space using
graphs, and produces a ranked list of drugs for each virus. My ex-
periments reveal that GeNMF significanlty outperforms other matrix
decomposition methods at predicting missing drug-virus associa-
tions. My analysis suggests that GeNMF could assist pharmacolo-
gical experts in the search for effective drugs against viral diseases.

1. Introduccion y Motivacion para tratarla [1]. La Organizacién Mundial de la Sa-
lud (OMS) ha declarado al COVID-19, la enfermedad
causada por el virus del SARS-CoV-2, como pande-
mia, el 11 de Marzo del 2020. Luego de casi 4 afos
de su aparicién, COVID-19 se ha expandido a mas de
230 paises alrededor del mundo y ha causado mas de
6,9 millones de muertes a nivel mundial, con mas de

En los inicios del afio 2020 la humanidad ha teni-
do que enfrentar una pandemia, producto de la apari-
cién de un nuevo coronavirus. Una afeccion a la salud
que ha ocasionado millones de muertes debido a que
al iniciar la pandemia no existian farmacos eficaces
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769 millones de infecciones [2].

Al considerar ademas las consecuencias a la
economia que ocasiona una pandemia tan extendida
en el tiempo, se observan cifras realmente abruma-
doras. Segun datos de Banco Mundial [3] la pobreza
mundial se incremento6 por primera vez en el curso de
una generacion, el desempleo temporal se elevé en
el 70 % en algunos paises, la pérdida de ingresos fue
mayor entre los jovenes, entre otros efectos colatera-
les. Por lo que la naturaleza atipica de la pandemia,
su expansion acelerada y permanencia de esta enfer-
medad en el tiempo, ha revelado la necesidad de un
rapido desarrollo, prueba y despliegue de nuevos me-
dicamentos y curas [4]. Sin embargo el desarrollo de
nuevos farmacos presenta varios desafios, que inclu-
yen costos elevados —en el orden de los billones de
délares— y tiempos largos para los ensayos requeri-
dos a fines de certificar su uso seguro en seres hu-
manos, proceso que normalmente puede prolongarse
de 10 a 15 anos [5H7]. Y si bien se han desarrollado
vacunas y se han habilitado procesos de certificacion
de farmacos para uso de emergencia en plazos sig-
nificativamente mas cortos, aun la eficacia de estos a
largo plazo estd demostrada que disminuyen [8], por
lo que el desarrollo de farmacos nuevos no puede ser
la Unica solucién factible a corto plazo. Una estrategia
eficiente en el tiempo debe basarse en el reposiciona-
miento de farmacos [1},4].

El reposicionamiento de farmacos ha surgido co-
mo una alternativa prometedora al desarrollo de far-
macos nuevos [9},[10], y consiste en el proceso de
busqueda de nuevas indicaciones terapéuticas para
farmacos ya comercializados [11}/12]. El reposiciona-
miento de farmacos implicaria menores costos y tiem-
pos de desarrollo mucho mas reducidos [10].

El reposicionamiento de fdrmacos ha sido uno de
los focos de la atencién de la comunidad de Inteligen-
cia Artificial (IA) desde el inicio de la pandemia. Varios
enfoques basados en redes neuronales y medicina de
redes han sido propuestos para el reposicionamiento
de farmacos [14]. Por ejemplo, Ke et al. (2020) [15]
propusieron un enfoque de deep learning para prede-
cir compuestos con actividades potenciales que inhi-
ban el SARS-CoV-2. Beck et al. (2020) [16] utiliza-
ron un modelo de prediccion de interaccién farmaco-
objetivoE] para identificar medicamentos antivirales co-
merciales que podrian alterar los componentes virales
del SARS-CoV-2. La medicina en redes por su par-
te involucra la construccién de grafos de conocimien-
to médico, que contienen relaciones entre diferentes
tipos de entidades médicas (por ejemplo, enferme-
dades, medicamentos y proteinas) y predice nuevos
vinculos entre medicamentos y enfermedades exis-
tentes [14]. Gysi et al. (2020) [17] desarrollaron un
método que se basa en una red neuronal de grafos

'Las proteinas objetivo son biomoléculas funcionales que son
tratadas y controladas por compuestos biolégicamente activos
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(del inglés Graph Neural Networks o GNNs) y presen-
taron un estudio de caso sobre el SARS-CoV-2. Be-
nevolentAl [14] construyé un grafo de conocimiento
integral de COVID-19 (denominado CoV-KGE) que in-
cluia 15 millones de aristas en 39 tipos de relaciones
gque conectan medicamentos, enfermedades, protei-
nas, genes, vias y expresiones de genes y proteinas.

En este documento presento un sistema de re-
comendacion para asistir en el reposicionamiento de
antivirales de amplio espectro contra virus especifi-
cos. Los sistemas de recomendacion han sido his-
téricamente desarrollados para recomendar pelicu-
las a usuarios en plataformas digitales como Net-
flix [18H21]. Estos funcionan analizando las similitu-
des en preferencias de los usuarios hacia ciertas pe-
liculas para sugerirles nuevos contenidos. Mi sistema
recomienda farmacos a los virus, basandose en las
asociaciones terapéuticas entre ellos, modelando de
esa manera las preferencias de los virus hacia los far-
macos.

Recientemente Santos et al. (2021) han desarro-
llado un sistema de recomendacién basado en des-
composicién matricial para predecir antivirales efec-
tivos contra virus especificos. Este modelo [22], de-
nominado cNMF (del inglés confidence Non Negati-
ve Matrix Factorization) se basa en la idea de mo-
delar las probabilidades de éxito de una asociacién
farmaco-virus dependiendo de su etapa de desarro-
llo. La limitacién de aquel modelo, que se basa en el
modelo de descomposicién matricial no-negativa de
Lee & Seung [23], es que no modela potenciales rela-
ciones no-euclidianas entre los puntos en el espacio,
es decir, farmacos. Aqui propongo Geometric confi-
dence NMF (GcNMF), un modelo de descomposicion
matricial basado en (Santos et al., 2021) que mode-
la la estructura no-euclidiana del espacio. GeNMF se
inspira en trabajos previos que utilizaron grafos en un
marco de regularizacion para incorporar informacion
sobre la estructura geométrica intrinseca de los da-
tos en modelos de aprendizaje de maquina [24-27].
Mediante una serie de simulaciones computacionales,
demuestro la superioridad de GeNMF sobre otros mé-
todos de descomposicion matricial, incluyendo el mé-
todo cNMF [22] desarrollado recientemente (Santos
et al., 2021), para predecir antivirales efectivos contra
virus especificos, en particular contra el Sars-CoV-2.

El resument técnico se estructura de la siguiente
forma. En la siguiente seccién se presentan el con-
junto de datos que relacionan antivirales de amplio
espectro con diversos virus, el modelo de descompo-
sicion matricial cNMF (Santos et al., 2021) y mi mé-
todo: Geometric confidence NMF. A continuacion se
presenta la metodologia adoptada para la evaluacién
y seleccidn de los conjuntos de entrenamiento y prue-
ba, los principales resultados obtenidos y en particular
el analisis de las predicciones para COVID-19. Final-
mente, en la Ultima seccién se discuten algunas con-
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Figura 1: Estadistica de los datos: Para este trabajo utilizamos el conjunto de datos manualmente curado
por Andersen et al. (2020) [13]. Este grafico muestra los nimeros de asociaciones farmaco-virus para cada
estado de desarrollo. El término “asociaciones” se refieren a la existencia de evidencia de actividad antiviral
de un farmaco sobre un virus. Fuente: Elaboracion propia.

sideraciones finales.

2. El Modelo Geometric confidence NMF

2.1. Datos

El conjunto de datos utilizado es el manualmen-
te curado por Andersen et al. (2020) [13]. El mismo
consiste en farmacos antivirales de amplio espectro
(BSAA, del inglés Broad Spectrum Antiviral Agents)
que aun estan en desarrollo o han sido aprobados
para distintos virus. Al codificar asociaciones conoci-
das de farmacos y virus con el nimero entero 1, en-
samblamos una matriz Y de n x m que contiene 850
asociaciones (ver Figura[1) entre n = 126 farmacos
y m = 80 virus. Las asociaciones restantes en Y se
completaron con ceros.

2.2. El modelo de descomposicion matricial

Los sistemas de recomendacion de peliculas ba-
sados en descomposicion matricial se basan en la
premisa fundamental de que cada usuario y cada pe-
licula pueden representarse como vectores de carac-
teristicas latentes en un espacio de baja dimension,
tal que el valor de preferencia dado por un usuario a
una pelicula se obtiene mediante el producto escalar
de dichos vectores. Intuitivamente, los vectores de ca-
racteristicas latentes capturan las preferencias de los
usuarios hacia las peliculas, €j. ciencia ficcién, come-
dia, accién. El reciente método (Santos et al., 2021)
adopta un modelo similar para la matriz Y donde, ca-
da farmaco i es representado con un vector w; de
dimension ¢, y cada virus j es representado con un
vector h; de la misma dimension, tal que el producto
escalar entre ambos modela la eficacia del farmaco ¢
contra el virus j (ver Figura[2).

De una forma mas concisa, dada una matriz de
datos Y = [y1,...,ym]T € R™*", donde cada fila de
Y es un vector de muestra. Se tiene como objetivo
encontrar dos matrices W = [w;,] € R"*?y H =
[hgj] € RY*™ cuyo producto puede aproximarse a la
matriz original Y, como sigue:
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Y ~Y =WH, (1)
donde q representa la cantidad de caracteristicas la-
tentes en el espacio generado al factorizar la matriz
Y,y Y representa la matriz de predicciones.

La tarea de la factorizacion matricial consiste
por lo tanto en completar una matriz incompleta Y.
Las predicciones del modelo constituyen los valores
reales en Y correspondientes a los elementos iguales
aceroenY .

Este modelo de descomposicion matricial apren-
de Wy H de la ecuacién (1) mediante la minimizacién
de la siguiente funcion de costo:

min £ = Z

tal que W, H > 0,

donde ||.|| es la norma Frobenius de una matriz o
también denominada norma Euclidiana de una ma-
triz, y o es el producto de Hadamard entre matrices.
M, es una matriz binaria utilizada para seleccionar
subconjuntos de elementos en Y de acuerdo a su es-
tado de I+D en el proceso de desarrollo de un farma-
co. Los subconjuntos son s € {4, B,C, D, E,F},yre-
presentan los farmacos en estado: aprobados o fase
IV de ensayos clinicos (subconjunto A), fase Il (sub-
conjunto B), fase Il (subconjunto C), fase | (subcon-
junto D), cultivos celulares/células primarias/modelo
animal (subconjunto E). Finalmente, los ceros en Y
corresponden al subconjunto F'. Los parametros ag
codifican probabilidades de éxito, es decir, probabili-
dades de que dichos subconjuntos resulten en farma-
cos eficaces para los virus. La contribucion principal
de (Santos et al., 2021) consiste en modelar las pro-
babilidades de éxito de diferentes conjuntos de ele-
mentos en Y de acuerdo a sus etapas de 1+D. Es bien
sabido que las probabilidades de éxito de un farmaco
candidato depende de su nivel de evidencia experi-
mental. Por ejemplo, aquellos farmacos con evidencia
experimental de eficacia en cultivos celulares son me-
nos probables de ser aprobados por la FDA (del in-
glés Food and Drug Administration) que otros que ya

M o (Y — WH)|, @)
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Figura 2: Mi modelo de descomposicion matricial: Del conjunto de datos de Andersen et al. (2020) [13]
utilizado para nuestro enfoque, se recogieron 850 asociaciones para m = 126 diferentes agentes antivirales de
amplio espectro (BSAA) y n = 80 virus distintos. Las asociaciones observadas se organizaron en una matriz
Y de m x n estableciendo y;; = 1. Las asociaciones no observadas se codificaron con ceros. Mi algoritmo
descompone la matriz Y en el producto de dos matrices, W (de tamafio m x ¢) y H (de tamafno ¢ x n). Al
multiplicar las matrices W y H, obtenemos Y —que modela la matriz Y—, donde todos los elementos cero
de Y fueron reemplazados por nimeros reales, estos corresponden a nuestras puntuaciones predichas. La
ilustracion superior muestra el marco de regularizacién implementado. Construi un grafo para capturar las
relaciones no-euclidianas entre los puntos del espacio, es decir, entre los farmacos. Este grafo contiene m
vértices, donde cada vértice corresponde a un fd&rmaco que lo conectamos a otros k vértices (o vecinos)
mas cercanos, es decir, a otros farmacos. Obtenemos asi un grafo fdrmaco-farmaco cuyas conexiones entre
si ponderamos de distintas maneras, y que nos ayuda a incorporar informacién no lineal a nuestro modelo
de descomposicion matricial y mejorar su rendimiento. Las filas de W son los vectores de caracteristicas
latentes del farmaco; las columnas de H son los vectores de caracteristicas latentes del virus. La ilustracion
inferior muestra como nuestro modelo descubre un vector latente de baja dimension para el farmaco antiviral
Alisporivir, y un vector de latente de baja dimension para el SARS-CoV-2, de modo que el producto punto de
estas dos firmas modela la eficacia predicha de farmaco contra el SARS-CoV-2. Fuente: Elaboracion propia.
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se encuentran en alguna fase de ensayo clinico. La
ultima restriccion que (Santos et al., 2021) impone en
las matrices W y H es la no-negatividad. Esta restric-
cion tiene como objetivo favorecer la interpretabilidad
bioldgica de los resultados [28].

2.3. Mi método: Geometric cNMF (GcNMF)

Una de las limitaciones del modelo de descom-
posicion matricial de (Santos et al., 2021) es que no
modela la geometria intrinseca de los datos, asumien-
do que los datos se encuentren en una superficie no-
euclidiana de baja dimensién. Muchas veces, los con-
juntos de datos poseen una estructura subyacente de
menor dimension en un espacio euclidiano de alta di-
mension [29]. El estudio de las técnicas para recupe-
rar una estructura dimensional inferior se denomina
manifold learning o reduccién de dimensionalidad no
lineal [29]. Los algoritmos que utilizan esta técnica se
basan en la denominada idea de invariancia local [30],
es decir, la suposicion es que si dos puntos y; y y; son
cercanos en la geometria intrinseca de la distribucién
de datos, también los mismos puntos w; y w;, repre-
sentados en sus nuevas bases, seran cercanos [27].
Se ha demostrado que el rendimiento de modelos de
descomposicion matricial puede mejorarse significati-
vamente si se explota la estructura geométrica intrin-
seca del conjunto de datos y se considera la invarian-
cia local [27].

Cai et al. (2010) [27] demostro que la estructu-
ra geométrica local se puede modelar eficazmente a
través de un grafo construido con técnicas denomina-
das de vecinos cercanos (kKNN, del inglés k-nearest
neighbors). Considere un grafo con m vértices, don-
de cada vértice corresponde a un farmaco (definido
como un vector fila en la matriz Y') —ver Figura[2 La
idea de kNN consiste en conectar vértices en el grafo
utilizando los k-vecinos cercanos de cada vértice. La
distancia utilizada para definir los vecinos cercanos es
la distancia euclidiana entre las filas en Y. Hasta aqui,
obtenemos un grafo farmaco-farmaco binario basado
en kNN.

Aquellos vértices conectados en el grafo pueden
ser ponderados de diversas formas. Para esto, defini-
mos una matriz de ponderacién P de m x m , y Si-
guiendo a (Cai et al., 2010) [27], utilizamos tres for-
mas diferentes de definir P:

1. Ponderacion Binaria 0-1: P;; = 1 si existe una
conexién entre los nodos ¢ y I. En caso contrario
P;; = 0. Es el caso de ponderacién mas simple.

2. Heat Kernel: si existe una conexién entre los no-
dos i y [ entonces ponderamos

llvs i o

Pilze_ a ’ _2 ’

donde F es una matriz cuadrada de m x m que
agrupa las distancias euclidianas de todos los far-
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macos entre si. Es decir, cada elemento de la ma-
triz E es la distancia entre el farmaco y; con otro

Yi-

3. Similitud Coseno: si existe una conexién entre
los nodos i y | entonces ponderamos

Py =vly,

donde cada vector y estd normalizado a 1. Esto
es la similitud coseno.

Para el término de regularizacién de nuestra fun-
cién de costo utilizamos la propuesta de (Cai et al.,
2010) [27]. Siendo w; = [w;1, ..., wy] 12 representacion
de baja dimension de y;, en el espacio de caracte-
risticas latentes generadas por sus nuevas bases, se
puede utilizar la distancia euclidiana y constituir una
funcién para medir como estas nuevas bases captan
la informacién geométrica de nuestro conjunto de da-
tos. Aqui R representa la funcion regulador de grafo
que sera adherida a nuestra nueva funcién de costo.:

1 m
=3 Z [w; —wi|* Pa,

R(W) Tr(WTLW)

donde L = D — P es denominado grafo laplaciano, D
es una matriz diagonal cuyos valores son las sumas
de las columnas de la matriz P. Note que el termino
‘R ayuda a que dos farmacos ¢ y | conectados en el
grafo (es decir P;; > 0) tengan caracteristicas latentes
similares, ya que se penaliza la diferencia entre w; y
w;. Intuitivamente, el aprendizaje de las caracteristi-
cas latentes de los f&rmacos en W es condicionado a
la estructura geométrica del grafo de farmacos, de alli
el termino geometric en GENMF.

La funcion de costo de GeNMF es entonces:

min £ = Z—HMOY WH)|% + R(W) (3)

talque W, H > 0,

cuyos términos tienen los mismos significados que los
de la ecuacién (2), exceptuando el parametro A > 0
que representa el control de la influencia del regulari-
zador de grafo.

2.4. Algoritmo multiplicativo

Para minimizar la Ecuacién (3), seguimos el
procedimiento en [28] 28] utilizando las condiciones
de Karush-Khun-Tucker (KKT). Las siguientes reglas
multiplicativas minimizan la funcién de costo en (3):

{3, a5 Mo Y]} HT + \PW
{Zs Qs [Ms © WH]}HT + A\DW’

W:=Wo (4)
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WIS MoV
WIS, 0 M, o WHIY

partiendo de condiciones iniciales no negativas para
W'y H (distribucion uniforme [0, 0,1]), las iteraciones
de estas reglas de actualizacion encuentran una Wy
H tal que sean una factorizacion aproximada para Y
al converger a un minimo local de la funcién objetivo
de la ecuacion (3).

H:=Ho

3. Entrenamiento del modelo y Analisis de los Resul-
tados

La metodologia adoptada para la evaluacion y se-
leccién de los conjuntos de entrenamiento y prueba,
ademas de los resultados principales, se describen a
continuacion.

3.1. Evaluacién y comparacion

Para medir la eficiencia predictiva de Geometric
cNMF (GcNMF) he implementado el método de va-
lidacién cruzada de LOOCV (del inglés Leave One
Out Cross Validation). En este procedimiento, una so-
la asociacién farmaco-virus conocida en Y es puesta
en el conjunto de prueba a la vez. Note que en la ma-
triz de entrenamiento dicha asociacién sera puesta en
cero. Luego, para el virus en el conjunto de prueba, se
obtiene una lista ordenada de farmacos basados en
las predicciones en Y. El rendimiento del modelo se
mide en su capacidad de recuperar el farmaco aso-
ciado al virus que fue oculto en el conjunto de prueba
entre los primeros N farmacos predichos (o top-N).

Siguiendo el procedimiento el modelo de des-
composicién matricial cNMF [22], el conjunto de prue-
ba consiste en aquellas asociaciones de Y que co-
rresponden a las fases IV de ensayos clinicos y apro-
bados (subconjunto A). Estos fueron seleccionados
debido a que su eficacia antiviral ha sido comproba-
da. 71 asociaciones cumplen este criterio, donde far-
macos han sido ya aprobados o se encuentran en
la ultima fase de desarrollo para 26 virus. Siguiendo
LOOCYV, hemos removido cada una de estas asocia-
ciones, una a la vez, entrenando el modelo con las
asociaciones restantes, y generando las predicciones
correspondientes.

Para el entrenamiento del modelo, se pro-
cedi6 a una busqueda en grillas para los dis-

tintos parametros, asignandose los siguien-
tes conjuntos, ¢ = {1,5,10, 15, 20, 25, 30},
ag = {0,01,0,05,0,1,0,5}, ar = {0,5,1,2,5,10}
y A = {0,1,0,5,1,5,10,30,50,100,150}. Estable-

ciéndose asi en el entrenamiento los siguientes
parametros para GcNMF: ¢ = 15, ag = 0,05, afp = 5,
y para los farmacos aprobados se asigna a4 = 1. Los
demas parametros de mi modelo se establecieron
en funcién de las probabilidades de éxito para los
farmacos antiinfecciosos en distintas fases de los
ensayos clinicos, datos proveidos por Dowden y
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Munro [32]. Es decir, ap = 0,73 (fase Ill), ac = 0,27
(fase Il), ap = 0,15 (fase ). Ademas, uso el esquema
de ponderacién de la similitud coseno una vez cons-
truido el grafo a través kNN. El numero de vecinos
mas cercanos k se establecié en 13 y el parametro de
regularizacion X en 0,1. La seleccion del esquema de
ponderacién se discutird en una seccion posterior.

Para medir el rendimiento de GcNMF, es decir, si
recupero el farmaco ya conocido que trata al virus, en
la lista de clasificacién de N farmacos recomendados,
uso la funcién de recuperacion definida como:

rec(N) _# predicciones correctas;n la lista de NV farmacos ,

donde T' = 71 es el nimero total de casos que se eva-
luaron y N es el parametro que indica el nimero de
farmacos mejor clasificados resultantes de nuestras
predicciones.

Antes de hablar de cémo demuestro que mi mo-
delo GeNMF puede mejorar el rendimiento predictivo
de modelos basados en el método de descomposi-
cion matricial deberiamos prestar atencion al reciente
articulo de Sosnina et al. (2020) [33]. En el mismo se
ha demostrado que la factorizacion matricial no nega-
tiva [23] (NMF, por sus siglas en inglés) y la descom-
posicion de valores singulares truncados [31] (tSVD,
por sus siglas en inglés) proporcionan un mejor ren-
dimiento en la prediccion de interacciones faltantes,
en lugar de otros algoritmos utilizados para predecir
datos faltantes en sistemas de recomendacién. Cabe
destacar que aunque (Sosnina et al., 2020) utilizaron
un conjunto de datos diferente, que consiste basica-
mente en interacciones de actividad antiviral de mo-
lécula pequena derivadas de ensayos celulares, pen-
samos que seria instructivo comparar el rendimiento
de nuestro método contra tSVD, NMF y (Santos et al.,
2021).

Finalmente se demuestra la mejoria al comparar-
lo con los siguientes 4 algoritmos, también basados
en el método de descomposicion matricial: i) tSVD
[31], ii) NMF [23], i) GNMF [27] y iv) (Santos et al.,
2021) (cNMF, el modelo desarrollado recientemente
—ver ecuacion (2)).

Debido a las condiciones iniciales aleatorias en
el problema de factorizacion de matrices, podriamos
llegar a una solucion diferente por cada vez que el
algoritmo es ejecutado. Para lidiar con esta cuestion,
decidimos ejecutar, tanto el algoritmo (Santos et al.,
2021) como el GeNMF, 10 veces. Y calcular con ellos
el performance promedio y su desviacion estandar,
para visualizar qué tan estables son los algoritmos.
Este experimento podemos observarlo en la Figura[3]
donde se obtuvo que el performance para (Santos et
al., 2021) es: 20,5+2,6 % para el top-1, 45,7+3 % para
el top-5, 58 + 2,8 % para el top-10, 68 + 4,2 % para el
top-20, 77 + 3% para el top-30. Y el performance para
el GENMF: 52,6 + 1,5 % para el top-1, 60 & 1,4 % para
el top-5, 70 + 2,8 % para el top-100, 74 + 2% para el
top-20, 79 + 2% para el top-30.
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Figura 3: Evaluacion del rendimiento de la prediccion de antivirales: el grafico nos muestra la recupera-
cion de farmacos conocidos que tratan a los virus, de la lista de recomendacion top- N de farmacos predichos,
para cada uno de los métodos y principales top- V. Los métodos basados en descomposicion matricial compa-
rados con el propuesto en este articulo son: truncated singular value decomposition (tSVD) [31], non-negative
matrix factorization (NMF) [23], confidence non-negative matrix factorization (cNMF) (Santos et al., 2021) (ver
ecuacion ) y geometric non-negative matrix factorization (GNMF) [27]). Fuente: Elaboracion propia.

Los resultados visualizados en la Figura [3|mues-
tran la recuperacion de farmacos por virus en diferen-
tes predicciones top-N. Podemos ver que mi modelo
propuesto supera a todos los competidores en cada
una de las predicciones: en un 32 — 38 % en el top-1,
enun 14 — 33 % en el top-5, en un 11 — 37 % en el top-
10,enun 5 —30% eneltop-20yenun 1,5 —25% en
el top-30. La mejora mas notoria de mi modelo puede
verse en los primeros top-N. Por ejemplo, observa-
mos que podria recuperar hasta el 52 % de los farma-
cos de fase IV o aprobados, para 26 virus distintos,
en la prediccién principal. Es decir, en el top-1. Y de
manera general, en el top-10 podria recuperar hasta
el 70 % de los farmacos antivirales eficaces.

La superioridad de mi método por encima de los
demas, especialmente de su mas inmediato persegui-
dor, el modelo descomposiciéon matricial recientemen-
te desarrollado (Santos et al., 2021), se debe princi-
palmente a la discriminacion de la estructura geomé-
trica de la nube de puntos de los datos mediante el
modelado que realiza a través del grafo. Esto le posi-
bilita a mi método una comprensiéon mayor de la es-
tructura de los datos.

3.2. Influencia del parametro k en el rendimiento de

GcNMF

El parametro k hace referencia a la cantidad de
vecinos cercanos considerados para construir el gra-
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fo. En mis experimentos pude notar que dicho para-
metro ejerce una influencia en el rendimiento de nues-
tro modelo al variarlo de manera creciente.

En la Figura[4] se puede observar cémo aumenta
el rendimiento del modelo con todos los métodos de
ponderacién de los grafos en la medida que k£ aumen-
ta, para los principales top-N. Si bien los resultados
pueden indicar que el aumento no sucede de manera
estable o monoténica, se puede ver claramente como
la tendencia es de aumento. Por ejemplo, en la Figura
[la, que hace referencia a las puntuaciones obtenidas
para el top-1, vemos que con todas las ponderaciones
con k = 5 el modelo posee un rendimiento por debajo
del 50 %, pero con k = 15 se eleva por encima, incluso
llegando el método de Similitud Coseno hasta el 55 %.
Es esa la misma tendencia observada para los demas
tops.

Esto nos indica que valorar la capacidad que tie-
ne el parametro k de alterar el rendimiento de GcNMF,
y ajustarlo de manera 6ptima, es vital para lograr un
rendimiento maximizado.

3.3. Eleccion del esquema de ponderacion para los
grafos

De los resultados observados en la Figura[d]y Fi-
gura [5] no se constatan diferencias amplias entre los
rendimientos que brindan los distintos esquemas de
ponderacién de los grafos.
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Figura 4: Variacion del rendimiento de mi modelo de acuerdo a la variacidon del parametro k del método
kNN: El parametro k hace referencia a la cantidad de vecinos cercanos considerados para construir el grafo.
Estos experimentos muestran la influencia ejercida sobre nuestro modelo en cada esquema de ponderacién al
aumentar k, aqui los graficos nos muestra que el rendimiento tiende a crecer. (a) Puntuaciones obtenidas para
el top-1, con k = 5 el modelo con sus esquemas de ponderacién esta por debajo del 50 %, pero con k = 15 se
eleva por encima, incluso llegando hasta el 55 %; (b) puntuaciones obtenidas para el top-5, vemos del mismo
modo una tendencia a aumentar el rendimiento; (c) puntuaciones obtenidas para el top-10; (d) puntuaciones

obtenidas para el top-20. Fuente: Elaboracién propia.

Para escoger el esquema de ponderacion con el
rendimiento mayor comparo primero dentro del mismo
esquema el rendimiento promedio obtenido con cada
pardmetro k. De los experimentos realizados obtuve
que para la ponderacién binaria k¥ = 15 es el para-
metro 6ptimo que maximiza su rendimiento promedio,
k = 10 para el Heat kernel, y k = 13 para el de Simili-
tud Coseno.

En la Figura [5] comparo los rendimientos de los
tres esquemas para los top-NV principales, de acuerdo
a sus parametros éptimos & seleccionados. Ademas,
como referencia coloco lineas de trazo horizontales
que nos muestran el rendimiento promedio de cada
uno, esto nos ayuda a notar que el esquema de Simi-
litud Coseno es superior a los otros dos. Sin embargo,
esta superioridad no es muy amplia, es decir, de solo
2 — 2,5% mayor.

Los resultados visualizados en la Figura [5] nos
muestran que independiente del método de pondera-
cién utilizado en nuestro modelo GecNMF, los rendi-
mientos promedios de los tres son superiores al ren-
dimiento promedio de (Santos et al., 2021). Lo cual
demuestra la superioridad de mi método.
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3.4. Analisis de la robustez del mejor modelo
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Figura 6: MACCS FP (del inglés Molecular ACCess
System Fingerprints) a partir de las notaciones
SMILES (del inglés Simplified Molecular Input Li-
ne Entry System): notacion quimica que permite re-
presentar una estructura quimica tal que pueda ser
utilizada por la computadora. Esta formada por 167
elementos en un vector, los mismos codifican la es-
tructura molecular de los farmacos. Fuente: (Cereto-
Massagué et al. 2015) [|34]

N0

Luego de obtener los mejores resultados, realice
un experimento que denominamos “similaridades qui-
micas”, con el modelo ganador. Como bien sabemos
por (Galeano, 2020) [28], las similitudes quimicas en-
tre farmacos podria afectar el rendimiento del modelo.
Y queremos saber en qué medida GcNMF esta sien-
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Figura 5: Mejor rendimiento de mi modelo para cada esquema de ponderacion del grafo: los rendi-
mientos de mi modelo para cada esquema de ponderacién son muy parecidos, ganando en promedio el de
Similitud Coseno por tan solo 2 — 2,5 %. Destaca el hecho de que en promedio todos superan en por lo menos
11,5 % al rendimiento promedio de (Santos et al., 2021), lo que demuestra la superioridad de GcNMF. Fuente:

Elaboracién propia.

do influenciado por esta informacién secundaria.

Para este experimento primero obtenemos las
informaciones quimicas de los fa&rmacos, denomina-
das “huellas dactilares quimicas” (0 Chemical FP, del
inglés Chemical Fingerprints, estas se ensamblan a
partir de las notaciones SMILES (ver Figura[6) de los
farmacos que nos interesan. Estos datos los obtuvi-
mos consultando las bases de datos de DrugBank
[35] y PubChem [36]. Las Chemical FP son vectores
ensamblados a partir de la estructura molecular de los
farmacos, se codifican con 167 elementos —ver Figura
6] [34].

De los 126 farmacos del conjunto de datos de
(Andersen et al., 2020) [13], se pueden acceder a la
informacion molecular quimica de 110 de ellos. Antes
de realizar el experimento, para que pueda tenerse en
cuenta las similaridades quimicas, eliminamos de la
matriz Y (ver Seccién[2.1) los farmacos que no tienen
informacion secundaria, es decir las que no tienen
informacion quimica molecular disponible, quedando
asi una matriz Y de m = 110 x n = 80.

Finalmente realizamos nuevamente el experi-
mento de LOOCYV, validando las asociaciones con el
subconjunto de pruebas A (ver Seccién[3.1). En cada
iteracion que dejamos una asociacion farmaco-virus
afuera (ver procedimiento LOOCV en Seccion re-
visamos todos los farmacos quimicamente similares
al que contiene la asociacién, por encima de un um-
bral definido, y los eliminaremos de la matriz principal
Y y solo luego hallamos las predicciones Y. De ese
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Tabla 1: Rendimiento de GecNMF al variar las similari-
dades quimicas. Fuente: Elaboracién propia

[ Umbral || Top1(%) [ Top5(%) | Top 10 (%) | Top 20 (%) | Top 30 (%) |

<02 202412 | —356+21 | —29,1+£26 | —295+24 | 212+4,7
<0,3 —98+32 | —237+28 | —212+23 | -164+33 | —112+23
<0.4 —96+38 | —185+2,1 | —51+31 | —142+25 | —98+24
<05 86438 | —98+21 | 44+19 | 34x1p5 | —17+17
<06 “10+£30 | —7,1+28 | —46+18 | —08+21 | —10+1,6
<0.7 “19+450 |0+£29 F08+23 | 412+13 | +L2%21
<08 3,5+33 | +07+£24 | +12£1,7 | +08+12 | +0,7£16
<0,9 —0,7+43 | —0,8%23 | 02+23 | +1£08 Z05+1,2
<1 522+3 749+35 | 786+23 |832+17 |849+24

modo exploraremos la influencia de esta informacion
en el rendimiento del modelo.

Al observar la Tabla [{] podemos ver resultados
bastante reveladores de este experimento. Observa-
mos que si tenemos en cuenta todos los farmacos
con similaridades hasta 0,6 (teniendo en cuenta que
la literatua nos indica este valor como referencia de
analisis [28]), que pertenecen al 95% de los datos
(percentil 95), el modelo GcNMF sigue siendo bastan-
te robusto, perdiendo solo el 10 % de su rendimiento
para Top-1 y tan solo el 1% para el Top-30. Ganando
aun en todos los Top-N a cNMF (ver Seccion[3.1), con
un 6,39 % de farmacos removidos. Lo que nos indica
que nuestro conjunto es quimicamente disimilar y es
probable que est& aprendiendo informaciones no re-
lacionadas necesariamente a las similaridades entre
farmacos.
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En pruebas clinicas para tratar COVID-19

Predicciones nuevas
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Alisporivir
Zanamivir
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Clomipramine
Trametinib
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Figura 7: Lista de los 20 primeros farmacos recomendados por GcNMF potencialmente efectivos para
COVID-19. El eje-z muestra las puntuaciones predichas obtenidas de la matriz de predicciones Y para SARS-
CoV-2. El eje-y muestra los farmacos (nombre genérico) ordenado por puntuacién. En rojo se marcan aquellos
farmacos predichos que ya se encuentran en ensayos clinicos para COVID-19. Fuente: Elaboracién propia.

3.5. Analisis de predicciones para COVID-19

La eficiencia de GcNMF para predecir antivirales
efectivos contra diversos virus nos impulsa a pregun-
tar cuales son las recomendaciones que realiza para
SARS-CoV-2.

Para obtener las predicciones para SARS-CoV-2,
entrenamos el modelo utilizando todos los datos dis-
ponibles en Y y luego extraje las puntuaciones co-
rrespondientes a SARS-CoV-2 de la matriz de pre-
dicciones Y. Cabe sefalar que solo analizo aquellas
predicciones que no se encontraban en la matriz de
entrenamiento para SARS-CoV-2. Finalmente, ordeno
los farmacos basados en las puntuaciones y me enfo-
co en los top-20 farmacos predichos, que representan
predicciones novedosas.

La Figura [/| nos muestra la lista de los 20 far-
macos con mayor puntuacién para SARS-CoV-2. Me-
diante una blusqueda manual en |clinicaltrials.
gov,, he constatado que seis de las predicciones reali-
zadas por GeNMF en el top-20 ya se encuentran ac-
tualmente en ensayos clinicos para COVID-19. Estos
son: Alisporivir [37], Nafamostat [38]], Chlorpromazi-
ne [39], Toremifene [40], Tamoxifen [41}/42] y Camos-
tat [43-50]. La validacién de las predicciones nue-
vas requiere analisis farmacolégico de expertos, y po-
dria ayudar a la elaboracion de hipétesis cientificas
que permitan encontrar tratamientos efectivos contra
COVID-19.
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4. Conclusiones

El descubrimiento sistematico de antivirales con-
tra virus especificos es critico para el desarrollo de
nuevos tratamientos para enfermedades infecciosas
emergentes, como COVID-19. En este trabajo he
propuesto el nuevo modelo de aprendizaje maquina
GcNMF para predecir antivirales efectivos contra vi-
rus especificos. GeNMF extiende el modelo reciente
de (Santos et al, 2021) [|22] para modelar estructuras
no-euclidianas en los datos.

Ordenando las conclusiones otenidas:

= Se seleccioné una base de datos de entrena-
miento creada por especialistas del area clinica.

m Se compard detalladamente los desempefios y
rendimientos de los algoritmos de descomposi-
cibn mas competitivos segun el estado de arte.
GcNMF puede ser un método eficiente basado
en la factorizacion matricial capaz de recomendar
nuevas relaciones farmacos-virus de los cuales
no se tiene evidencia de eficacia y asi apoyar al
descubrimiento sistematico de nuevos farmacos
antivirales de amplio espectro para virus espe-
cificos. Mi método logra obtener un rendimiento
significativamente mejor que otros competidores,
especialmente en los primeros top-N, recuperan-
do hasta el 52% de los farmacos ya conocidos
que tratan a los virus en el top-1 y de manera
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general hasta el 70 % en el top-10. GeNMF podria
ser util en el descubrimiento de antivirales de am-
plio espectro potencialmente efectivos contra en-
fermedades virales.

Debido a que (Santos et al, 2021) es incapaz
de modelar potenciales relaciones no-euclidianas
entre los puntos en el espacio, es decir, farma-
cos, y que mis resultados muestran una mejora
a través de GcNMF, se sigue que probablemen-
te los datos —las interacciones farmaco-virus— se
encuentran en una superficie no-euclidiana en un
espacio multidimensional.

Los experimentos de “similaridades quimicas”
nos muestran que nuestro modelo es bastante
robusto frente a remociones de farmacos quimi-
camente similares. Se sigue que es probable que
GcNMF no se basa solo en similaridades quimi-
cas para recomendar farmacos. Lo que quiere
decir que el conjunto de datos es disimilar. Lo que
interesa a los ciéntificos farmacol6gicos ya que el
estado del arte ya contempla larga y tradicional-
mente modelos que se enfocan en las similitudes.
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